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Introdução

Nas últimas décadas, a Agricultura de Precisão (AP) tem feito uso dos avanços nas áreas de enge-
nharia. Isso tem facilitado a obtenção de dados para aplicações em sensoriamento remoto, com o 
fornecimento contínuo de imagens de satélite e o uso de sensores altamente precisos na aerofoto-
grametria, em vôos tripulados, ou com sensores de resolução elevada instalados em veículos aé-
reos não-tripulados (VANTs). Imagens de satélites estão disponíveis gratuitamente, com resolução 

-
das e de culturas agrícolas, com estimativa da produtividade/rendimento de grãos no mundo inteiro. 

-
tividade por si só, em algumas culturas, satélites comerciais possuem resoluções de apenas alguns 
centímetros, como exemplos, o GeoEye-1, com imagens pancromáticas de 40 cm, atualizadas a 
cada três dias, ou o WorldView-3, que fornece imagens pancromáticas com 31 cm, fornecidas diaria-
mente (Liu et al., 2006, 2016; Wang et al., 2016; European Space Agency, 2021). Entretanto, mesmo 
as imagens de satélite de média resolução, quando combinadas com imagens suborbitais, como 

produtividade/rendimento de grãos da cultura agrícola em observação, desde que sejam usadas 

machine learning

obtidos (Yang et al., 2017; Tang et al., 2018; Padró et al., 2019; Zhao et al., 2019).

Atualmente, os VANTs comerciais têm usado câmeras de alta-resolução e ferramentas on-line de 
tratamento dos dados que permitem o monitoramento de uma cultura no momento desejado, redu-
zindo alguns problemas na aquisição de imagens de satélites como a presença de nuvens ou com 
data de passagem fora do estádio fenológico que se quer avaliar. Mesmo equipados com sensores 
de alta resolução, a coleta de dados baseada em Vants ainda é de baixo custo, enquanto que os 
orthomosaicos (imagens aéreas de alta resolução, adquiridas com sensores instalados em aviões 
pilotados) possuem também custo-benefício adequado para produtores com grandes áreas (Yang 
et al., 2017).

Câmeras RGB instaladas em VANTs comerciais têm sido usadas na avaliação da germinação e no 
monitoramento do vigor das plantas, além da estimativa da produtividade do algodoeiro (Brandão 
et al., 2014a; Chu et al., 2016; Chen et al., 2018; Mazzia et al., 2020). E as informações, quando 
combinadas com alguns sensores, ou informações adicionais obtidas por sensores proximais no 
campo, podem oferecer melhor resposta espectral. 

Os dados obtidos por sensoriamento remoto têm sido usados no desenvolvimento de IVs como in-
dicadores do crescimento das plantas, avaliação nutricional e predição da produtividade/rendimento 
de grãos da cultura (Eitel et al., 2008; Brandão et al., 2014a; Mahajan et al., 2014). O gerenciamento 
da adubação nitrogenada em grandes áreas é uma atividade complexa. Devido à alta exigência 
do algodoeiro (Gossypium hirsutum) em nitrogênio (N), a gestão desse nutriente é uma das mais 
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importantes práticas em sistemas de alta produtividade, pois tanto

produtividade (Reddy et al., 2004; Rochester et al., 2012; Huang et al., 2013; Brandão et al., 2014b; 
Zonta et al., 2017).

Para avaliação das condições da cobertura vegetada e estimativa da produtividade, muitos pesqui-

diferenças do vigor da cultura, e muitas vezes, dependendo da resolução do sensor e do estádio 
fenológico da cultura, podem explicar até 90% da variabilidade espacial do cultivo com relação às 
características bioquímicas e biofísicas do mesmo (Zhao et al., 2005; Shiratsuchi, et al., 2014).

O objetivo deste trabalho foi avaliar a capacidade de índices de vegetação obtidos através de ima-
gens do satélite Sentinel-2, por imagens aéreas de alta resolução e imagens RGB obtidas em 
VANTs, na estimativa da produtividade do algodoeiro no cerrado de Goiás, monitorando o vigor das 
plantas através da variabilidade espacial de dois IVs, o MPRI (
Index) e o NDVI ( ) em diferentes estádios fenológicos.

Material e Métodos

Localização e cultura

O trabalho foi conduzido em condições de campo na Fazenda Pamplona, localizada no município 
de Cristalina, GO, no nordeste do estado. As áreas experimentais utilizadas em dois anos foram 
de 31,8 ha em 2019 (Lavoura G) e 30,8 ha em 2020 (Lavoura E), cujas coordenadas centrais são 
16o15’06’’S/47o38’18’’W e 16o10’15’’S/47o38’02’’W, respectivamente. Por motivos didáticos, neste 
trabalho trataremos apenas da primeira área (G).

A Fazenda Pamplona utiliza o Sistema de Plantio Direto (SPD) e faz rotação de culturas em seus 
talhões, usando sempre os sistemas em sucessão de milho-soja-algodão, ou apenas soja-algodão, 
em anos intercalados, o que, naturalmente, deixa um efeito residual cumulativo das adubações no 
solo. Com tecnologia elevada, a fazenda mantém o histórico de adubações, mapas de produtivida-
de/rendimento de grãos e captura de imagens aéreas, o que facilita as avaliações. 

argiloso a muito argiloso, e a altitude média na área experimental é de 968 m. O período chuvoso 
vai de outubro a março, tendo sido registrada, durante o ciclo da cultura na safra 2019, altura total 
de 670,5 mm, sendo esta apenas a metade da pluviometria média anual para a região.

Planejamento e coleta de dados

Antes do preparo do solo para instalação do experimento, foram analisadas as imagens da safra 
anterior e os mapas de produtividade, conforme ilustrado na Figura 1A para o talhão G. Assim, após 
reunião com agrônomos, equipe técnica e a gerência da fazenda, foram escolhidos áreas e trata-
mentos para experimentação, usando quatro doses de N (0, 100 kg de N ha-1, 200 kg de N ha-1 e 
300 kg de N ha-1). Durante a safra 2019, foi usado o sistema de aplicação em faixas, onde, em cada 
uma delas, foi aplicada apenas uma dose de N, sendo consideradas quatro repetições em uma 
faixa. Essa divisão facilitou o trabalho da aplicação para a fazenda, enquanto que, para a pesquisa, 
considerou-se que a variabilidade do solo na faixa de 575 metros de comprimento fosse 
para as quatro repetições. 
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Figura 1. Planejamento do experimento on-farm no Talhão G da Fazenda Pamplona, Cristalina, GO: A) Mapa de rendi-
mento de grãos da soja (sacas ha-1) em 2018. Fonte: SLC Agrícola; B) Projeto de aplicação de nitrogênio (N) no experi-
mento, com uma malha de 48 pontos.

Nessa área de 31,8 ha foram programadas 12 faixas de aplicação, conforme faixas coloridas apre-
sentadas na Figura 1B, com a divisão em uma malha de 48 subáreas, medindo aproximadamente 
0,66 ha cada, que foram georrefenciadas com um GPS 76CSx da Garmim, e tiveram seus pontos 
centrais determinados, sendo esses a base para a coleta de solos e de todas as informações re-
ferentes à subárea. 

espacial adequada às modalidades
dos sensores gratuitos dos satélites Sentinel-2A e B. Para a geração dos  de contorno da 
área, foi utilizado inicialmente o software GPSTrackmaker® e a confecção dos mapas de prescrição 
foi realizada no QGIs 2.18, software SIG opensource. Os mapas de prescrição da adubação em 
taxa variável foram enviados à fazenda desde a primeira aplicação, na semeadura.

Antes da semeadura, foram coletadas oito subamostras de solo, na profundidade de 0-20 cm, em 
torno do ponto central georreferenciado, e o material foi levado ao Instituto Brasileiro de Análises 
(IBRA) para realização das análises dos atributos químicos e físicos do solo (areia, silte e argila). 

pela Claessen (1997). A adubação nitrogenada foi realizada em três épocas (na semeadura, aos 
45 dias e aos 70 dias após a emergência - DAE). Os outros nutrientes foram aplicados de maneira 
uniforme para a área, tendo sido seguida a indicação de adubação da fazenda baseada na análise 
de solo e na expectativa de produtividade da cultura.

O algodão foi semeado em dezembro de 2018 com espaçamento de 0,76 m e 15 plantas m-1, em 
regime de sequeiro. Os dados diários de temperatura (máxima, média e mínima), umidade relativa, 
radiação solar e precipitação pluvial foram obtidos na estação meteorológica localizada dentro da 
fazenda Pamplona. 

A escolha das épocas de avaliação levou em conta as datas de passagem de satélites e o estádio 
fenológico em que as plantas se encontravam. Assim, foram coletadas amostras foliares e realizadas 
medições com sensores proximais em três épocas distintas, aos 60 DAE, 100 DAE e 140 DAE quan-
do foram adquiridas imagens do sensor Sentinel-2 (A e B). Cada data representou uma fase fenoló-

A B
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(enchimento das maçãs) e a terceira, a abertura dos capulhos. Imagens RGB foram obtidas nas 
duas primeiras medições, usando equipamento Phantom 4® comercial. A orthophoto de alta resolu-
ção foi obtida em março do ano anterior, na semeadura da soja (Figura 2A), e serviu de comparativo 
para as imagens obtidas por meio de drone e as imagens de satélite. 

Figura 2. (A) Imagem aérea da área utilizada para realização de ensaio on-farm com cultivo de soja na safra 2018. (B) 
Imagem do algodoeiro obtida com câmera RGB aos 60 DAE, em experimento na Fazenda Pamplona, Cristalina, GO. 
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Tratamento e geração de índices de vegetação

As bandas espectrais do Sentinel-2 usadas neste trabalho corresponderam aos canais 3, na faixa 
de 540 nm-570 nm, cuja  neste trabalho, associamos à denominação de 

G
, canal 4 

operando em 650 nm-680 nm ( ) e 8,780 nm-900 nm (
NIR

).

Após a correção do georreferenciamento, foi feita a calibração radiométrica das imagens e as mes-
mas foram posicionadas no hemisfério sul. Posteriormente, foi corrigido o georreferenciamento de 

-

Nest
( ) criado por Rouse Junior et al. (1974) e sendo, até hoje, o 
índice de referência para avaliação do vigor de uma cultura, dado pela seguinte equação:

RNIRRNIR
NDVI                                         (1)

e o MPRI ( ), proposto por Yang et al. (2008). O MPRI usa 
as bandas do verde, B3 (G) e Vermelho, B4 (R), sendo usado para comparar imagens de satélite com 
imagens RGB obtidas por câmeras digitais. Foi desenvolvido para estimativa do estádio fenológico 

NDVI (GRVI) e é dado pela seguinte expressão (Yang et al., 2008):

RGRG
MPRI                                         (2)

Colheita e mapa de produtividade

algodão modelo John Deere® 9996, que possui sistema GreenStar® HarvestDoc® integrado. 
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(Monitor GreenStar™ 2), cartão de armazenamento de dados (Keycard) e antena receptora de 
Sistema de Posicionamento Global (GPS) com sinal diferencial, receptor StarFire™. Os dados de 
produtividade, latitude, longitude e altitude (m) foram gravados em intervalos de 3 segundos. Os da-
dos foram exportados em formato 
algodoeiro ocorreu em julho de 2019, sendo gerado um mapa geoespacializado, com a produção 
convertida em kg por hectare.

Resultados e Discussão

Em 2019 houve poucas chuvas na região, embora na época de semeadura (dezembro de 2018) 
ocorreu precipitação pluvial elevada, tendo sido registrados 153,8 mm no mês de dezembro e 
254,5 mm em novembro, na área do experimento. Isso permitiu que, em fevereiro de 2019, o 

Em fevereiro de 2019, durante a primeira medição, não foi possível obter imagens de satélites, pois 
havia grande formação de nuvens, levando a análise da imagem na data mais próxima, ou seja, dia 
03 de março, sendo a mesma seis dias após a medição em campo. Como exemplo, uma imagem na 
época da medição com o Sentinel-2 apresenta nuvens a sudoeste, prejudicando a análise de parte 
do experimento, como mostrado na Figura 3 para o índice MPRI.

Figura 3. Semivariogramas preditos e ajustados dos dados de produtividade do algodoeiro (Prod), índices de vegetação 
(  – NDVI e  - MPRI), obtidos por 
imagens do Sentinel-2, e conteúdo foliar de nitrogênio no algodoeiro (N) em experimento on-farm na Fazenda Pamplona, 
Cristalina, GO.

à -
nio foliar, produtividade e índices de vegetação obtidos por satélite e por aerofotogrametria. A análi-
se geoestatística foi realizada por meio da construção e ajuste de semivariogramas (representação 

de variabilidade espacial, segundo Grego et al., 2014) e interpolação por krigagem (método utilizado 
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em geoestatística para interpolação de dados) ordinária utilizando o software R (Oliver; Webster, 
2014; R Foundation..., 2021).

Tabela 1. Estatística descritiva para dados produtividade (PROD), índices de vegetação ( -

tance Index – NDVI e  - MPRI), obtidos por imagens do Sentinel-2, e conteúdo 
foliar de nitrogênio (N) no algodoeiro em experimento on-farm na Fazenda Pamplona, Cristalina, GO, para uma malha de 
48 subáreas.

Variável Média Variância Desvio 

padrão variação

CV

Minímo Máximo Skewness Kurtosis

N 38,63 14,75 3,841 10,01 31,05 44,10 -0,3007 -0,4347

NDVI 0,879 2,05x10-4 1,40x10-2 1,659 0,846 0,918 -0,3227 -0,3874

MPRI 0,476 3,30x10-4 1,18x10-2 16,65 0,430 0,493 -0,0234 -0,3136

PROD 4.937 2,93x105 541,4 10,97 3.890 6.028 0,2973 -0,7517

A análise da variabilidade espacial foi realizada por meio da geoestatística. Os semivariogramas 
foram ajustados com o modelo matemático de melhor correspondência (Tabela 2). Os programas 
computacionais e procedimentos para construção e ajuste do modelo do semivariograma foram 

moderado e forte (Vieira et al., 2002; Oliver; Webster, 2014; R Foundation..., 2021).

Tabela 2. Parâmetros de ajuste dos semivariogramas das variáveis produtividade (PROD), índices de vegetação (Modi-

 – NDVI e  - MPRI), obtidos por imagens 
do Sentinel-2, e conteúdo foliar de nitrogênio no algodoeiro (N), obtidas para 48 pontos em experimento on-farm na Fa-
zenda Pamplona, Cristalina, GO.

Variável Modelo Efeito Pepita 

(Co)

(C1) Alcance

(a)

r2 gd RMSE

N esférico 10,01 6,196 231,27 0,236 38,74 0,208

NDVI esférico 0,0001 0,00015 200 -0,166 60,00 6x10-11

MPRI esférico 0,00016 0,00019 120 0,131 55,15 6,6x10-11

PROD esférico 5.000 15.000 200 0,409 75,00 1.067,10

As variáveis apresentaram dependência espacial para os valores próximos entre si a uma distância 
de até 232 m, aproximadamente, conforme apresentado na Tabela 2 para os valores dos ajustes 
dos parâmetros dos semivariogramas que estão apresentados na Figura 3. 
da dependência espacial, foram estimados os valores para toda a área experimental por meio da 
krigagem ordinária.

Os valores estimados formaram a base para a criação dos mapas interpolados, em função das coor-

de estudo. Os mapas construídos no QGIs 2.18 são apresentados na Figura 4 para o os índices de 
vegetação obtidos por imagem de satélite, com passagem em 16 de março, o nitrogênio foliar e a 
produtividade, coletados na área experimental. 

ôde-se observar, por meio dos mapas interpo-
lados, a resposta adequada dos índices de vegetação, mostrando-se como estimadores adequados 

que seguiram o modelo polinomial para todas as variáveis. É importante observar que nem sempre 
foi possível obter imagens de satélite na data planejada, pois pôde haver presença de nuvens, como 
apresentado na Figura 5A para o MPRI obtido na imagem de satélite do dia 24-02-2019, onde o 
canto inferior, à sudoeste, teve sua área coberta por nuvens. 
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Figura 4. Mapas com dados obtidos por krigagem ordinária após análise geoestatistica. Dados do 
campo ou imagens de satélite no experimento on-farm, do Talhão G da Fazenda Pamplona, Cris-
talina, GO: A) Nitrogênio foliar do algodoeiro; B) Índice de Vegetação Por Diferença Normalizada 
(NDVI) de imagem Sentinel-2; C) Mapa da produtividade; D) 
Index - MPRI de imagem Sentinel-2.

Fonte: (C) Google Earth (2021).

Os mapas de produtividade e as imagens de alta resolução geraram grandes quantidades de dados 
e, por isso, os dados foram cuidadosamente preparados e seus erros retirados, antes de qualquer 
análise, sob pena de haver uma avaliação errônea. Assim, na preparação dos dados, foi necessá-
rio avaliar a distribuição dos mesmos, optando-se por usar análise multivariada, e nela a análise 
das componentes principais, que tem sido muito usada em AP (Ivosev et al., 2008; Manly; Alberto, 
2016).

Inicialmente, foi avaliada a distribuição dos valores, como o histograma apresentado na Figura 5 
para a produtividade. Nesse caso, foi possível observar a ocorrência de distribuição normal dos 
valores, indicando variação adequada para o procedimento de krigagem. Após a primeira avaliação 
da distribuição dos dados, foram localizados possíveis outliers. Para isso, utilizou-se o método de 
seleção de pontos que ultrapassaram o segundo e o quarto quartil do conjunto de dados (Oliver; 
Webster, 2014). Foi, então, realizada uma análise da correlação de Pearson entre a produtividade 

A
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e a imagem RGB obtida por VANT durante a última semana de fevereiro. Dessa imagem, depois de 
limpa e recortada, foram extraídas as três bandas (R, G e B), possibilitando a preparação do mapa 
do MPRI, conforme apresentado na Figura 5C. 

Figura 5. A)  - MPRI obtido por imagem com nuvem; B) 
Histograma: pré-análise dos dados; C) Mapa de MPRI de imagem RGB obtida por câmera em veículo 
aéreo não tripulado (VANT); D) Mapa interpolado da produtividade do algodoeiro sem retirada de 
erros. Experimento on-farm na Fazenda Pamplona, Cristalina, GO.

Fonte: (A, C e D) Google Earth (2021).

Para a modelagem da produtividade, foram testadas todas as combinações possíveis de covariá-
veis de imagens, MPRI, e NDVI para predição dos valores de produtividade via regressão utilizan-
do modelo linear. A melhor combinação selecionada foi aquela que apresentou maior valor de R2 

ajustado.

Mesmo em imagem adquirida apenas aos 60 DAE, as imagens da câmera em VANT mostraram-se 
bem correlacionadas com a produtividade da cultura, tendo sido reportadas correlações superio-
res a 0,85 em diversas pesquisas para o algodoeiro tanto na estimativa da produtividade quanto 
no crescimento e desenvolvimento do algodoeiro, com a avaliação do índice de área foliar (IAF) 
(Haboudane et al., 2004; Zhao et al., 2007; Huang et al., 2013; Brandão et al., 2015). Assim, a pos-
sibilidade de predição do IAF do algodoeiro por meio do MPRI pode ser útil na delimitação de zonas 
de manejo para a área estudada. 

Foram muitos os fatores responsáveis pela variabilidade espacial da produtividade (alguns controlá-

na aplicação de fertilizantes, variação genética, propriedades nutricionais do solo, bem como a in-

arranjo e distribuição das plantas no campo bem como o vigor das mesmas, sendo realçados pela 
-

dem ser recuperadas por meio do MPRI (Motohka et al., 2010; Lyle et al., 2013). O mais importante 
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é a observação constante da área de produção e delimitação de áreas de manejo considerando as 
variações observadas ano a ano (Diker et al., 2004), uma vez que interferências provocadas por 
manejo ou aplicação de fertilizantes vão alterando as características morfológicas e nutricionais 
observadas na área estudada.

Considerações Finais

O monitoramento do vigor das culturas, no campo, pode ser facilitado por meio do uso de imagens 
obtidas por satélite ou VANT. Os IVs obtidos por imagens do Sentinel-2 mostram-se apropriados 
para predição da produtividade, desde que consideradas e conhecidas as condições nas quais a 
cultura foi estabelecida.

As imagens RGB obtidas em VANTs, ou imagens da aerofotogrametria, podem ser usadas na ava-
liação do vigor da cultura e na estimativa da produtividade, desde que os dados sejam adequada-
mente tratados.
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